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Zusammenfassung. Die bisherigen Ansitze, Wissensentdeckung in sehr
groflen Datenbanken moglich zu machen, konzentrieren sich auf zwei ent-
gegengesetzte Standpunkte. Die Extreme sind hier die Wahl einfacher Hypo-
thesensprachen oder die geschickte Wahl einer kleinen Datenmenge. Hinzu
kommen oft noch weitere Datenreduktionsmethoden. Der von uns verfolgte
Ansatz einer kooperativen, balancierten Arbeitsteilung zwischen zwei spezia-
lisierten Systemen fiir Hypothesengenerierung und Hypothesentest zeigt, dafl
es sehr wohl mdglich ist, nicht nur tber allen Daten zu lernen und pradi-
katenlogische Hypothesen zu entdecken, sondern auch die gegeniiber dem
Begriffslernen schwierigere Regellernaufgabe zu 16sen.

Schliisselworter. Induktive logische Programmierung, Kopplung ILP mit
RDBMS, Begriffslerner, Regellerner

1 Einleitung

Die Wissensentdeckung in Datenbanken (KDD) als ein relativ neues Anwen-
dungsgebiet stellt hohe Anforderungen an maschinelle Lernverfahren, da sie
sowohl eine grofle Effizienz der eingesetzten Lernverfahren verlangt, als auch
die erzielten Ergebnisse in besonderem Mafle zuverldssig und verstdndlich
sein miissen. Lernen ist schwierig, da die zu losende Lernaufgabe die Ent-
deckung aller interessanten, giiltigen und nicht redundanten Regeln fordert.
Eine zusétzliche Schwierigkeit bei diesem Anwendungsszenario KDD kommt
durch die Anforderung an die Lernverfahren zustande, sehr grofie Daten-
bestande analysieren zu miissen.

Nun ist Datenanalyse fiir sich genommen kein neues Feld. Durch die spe-
zifischen Anforderungen, die das KDD als Anwendungsfeld stellt, ergeben
sich aber neue Herausforderungen. Die zu analysierenden Daten entstammen
nicht mehr einer strukturierten Versuchsplanung, sondern sie werden fiir an-
dere Zwecke als die Wissensentdeckung gesammelt oder fallen einfach an. Die
Anzahl der Daten oder Beobachtungen ist dadurch hdufig immens. Dariiber-
hinaus enthalten die Daten eine Vielzahl unterschiedlicher Merkmale, ohne



dafi im Detail klar ist, warum welche Merkmale erfait wurden. Auch die
Anforderungen, die an die Analysten und ihre Werkzeuge gestellt werden,
verschieben sich. Im KDD steht nicht mehr die Uberpriifung einer genau
spezifizierten Hypothese im Vordergrund, sondern es werden mdéglichst um-
fassende Antworten auf recht vage formulierte Fragen verlangt.

Wenn wir uns die klassischen maschinellen Lernverfahren n&her ansehen,
die zur Zeit im KDD zum Einsatz kommen, so ist festzustellen, dafi deren
bisheriger Einsatzzweck nicht in der Analyse grofler Datenmengen bestand.
Vielmehr wurden sie zur Unterstiitzung des Wissenserwerbs oder der Wis-
senswartung eingesetzt, um nur zwei Gebiete beispielhaft zu nennen. Auch
bestanden die benutzten Datenmengen aus wenigen Beobachtungen mit weni-
gen Merkmalen oder Relationen. Dariiberhinaus verlangte jedes Lernverfah-
ren die Daten in einer ihm eigenen Reprisentationssprache. Als Lernaufgabe
gab es eine klar definierte Zielgrofle. Dieses war haufig ein Begriff, dessen
Charakterisierung gelernt werden sollte.

Unter den verschiedenen Ansétzen, die zur Zeit im Data Mining verfolgt
werden, lassen sich drei Hauptstromungen identifizieren: ,Gehe weg von der
Datenbank®; ,,Gehe weg von den Datenmassen®; und ,, Vereinfache die Lern-
aufgabe®. Diese drei Ansidtze sind nicht als sich ausschliefende Alternativen
zu verstehen, sondern sie kommen in den unterschiedlichsten Mischformen
vor.

Der erste Ansatz ist gekennzeichnet durch eine Merkmals— bzw. Attribut-
selektion in der Datenbank. Die selektierten Attribute, und damit die Daten,
werden exportiert und in die Reprisentation des benutzten Lernverfahrens
iiberfithrt. Unter den Lernverfahren finden sich die bekannten Verfahren un-
verdndert wieder.

Im Rahmen der zweiten Alternative ist vor allem die Methode zu nennen,
eine Stichprobe auszuwéhlen (Sampling), auf der dann ein Klassifikator ge-
lernt wird. Oder es kommen Windowing—Techniken zum Einsatz, wie sie z.
B. C4.5 [24] bietet. Breiman beschreibt in [4] einen Ansatz, der als Kombina-
tion dieser beiden Vorgehensweisen aufgefafit werden kann. Die meisten Algo-
rithmen, die bisher im KDD eingesetzt werden und der induktiven logischen
Programmierung (ILP) zuzuordnen sind, setzen eine Komplexitatsreduktion
durch Sampling voraus.

Der dritte und zur Zeit wohl prominenteste Ansatz im KDD besteht in der
radikalen Vereinfachung der Lernaufgabe. Hiermit sind fast zwangslaufig sehr
performante Algorithmen verbunden. Da sind zum einen die Lernverfahren,
die Assoziationsregeln lernen, z. B. APRIORI oder APRIORITID [1]. Andere
schnelle Algorithmen dieser Gruppe fallen unter den Begriff der Atiribui-
orientierten Induktion [5]. Es ist leicht zu zeigen, dal komplexere Abhingig-
keiten zwischen Attributen von diesen einfachen Algorithmen nicht gelernt
werden kénnen [6].

Diesen drei im Wettstreit miteinander stehenden Alternativen scheint ge-
mein zu sein, dafl sie KDD durch ihre jeweilige Reduktion erst méglich ma-



chen. Ist dieses zwangslaufig so? Miissen wir uns immer fiir eine dieser drei
Méglichkeiten entscheiden und damit ebenso zwangslaufig eine dieser drei Di-
mensionen derart beschréanken, um iiberhaupt zu Lernergebnissen kommen
zu konnen? Oder ist es moglich, sowohl mit den Daten in der Datenbank
direkt umzugehen, als auch aus allen Tupeln zu lernen, und dariiberhinaus
auch noch die schwierigere Lernaufgabe im ILP, das Regellernen, zu 16sen?

Diese Herausforderung, die die Wissensentdeckung in Datenbanken fiir das
maschinelle Lernen darstellt, manifestiert sich fiir uns in vier Punkten, de-
nen wir hier nachgehen. Wir sehen die Représentation der Daten in ihrer
Beschreibungssprache als fest vorgegeben an. Wir wollen zeigen, dafl wir
diese Darstellung, die fiir andere Zwecke als das Lernen entworfen wurde,
handhaben konnen. Dieses heifit konkret: Wir belassen die Daten so in der
relationalen Datenbank ORACLE V7, wie wir sie vorfinden. Das heifit auch,
dal wir die Anfragesprache SQL fiir den Hypothesentest verwenden miissen.

Schranken, die traditionellen Lernverfahren durch den verfiigharen Haupt-
speicher auferlegt werden, durchbrechen wir, indem wir die ganze Daten-
haltung dem Datenbanksystem aufbiirden. Fiir Datenbanken sind mehrere
hunderttausend Tupel in einer Tabelle bei normalen Anfragen kein Problem.
Hier sehen wir die zweite Herausforderung darin, zu zeigen, dafl dieses auch
fiir Anfragen von Lernverfahren gelten kann.

Weiterhin enthalten Datenbanken oft sehr viele Attribute in verschiedenen
Tabellen. Lernverfahren, die eine eingeschréankte Pradikatenlogik als Hypo-
thesensprache verwenden, bieten eine elegante M&glichkeit, diese Relationen
und Beziehungen zu modellieren.

Das vierte Problem, dem wir uns stellen wollen, 1st die Abkehr von einem
fest vorgegebenen Lernziel. Wir wollen weder gezielt eine Hypothese iiber-
priifen, noch einen oder mehrere Zielbegriffe fiir einen Begriffslerner vorgeben.
Vielmehr wird es zu einem Bestandteil des Lernverfahrens, diejenigen Pradi-
kate zu finden, iiber die es Regeln lernen kann. Dieses erreichen wir durch die
Verwendung eines Regellernverfahrens. Dieses Lernverfahren RDT /DB ver-
wendet eine deklarative Beschreibung der Hypothesensprache (deklarativer
Bias). Dieses ist fiir den Benutzer von Vorteil, da er so die Méglichkeit erhalt,
seine Vorstellungen dariiber, wie interessante Hypothesen aussehen kénnten,
zu formulieren. Die Kombination der beiden Aspekte deklarativer Bias und
Regellernverfahren bildet eine solide Grundlage, um dem allgemeinen Ziel im
KDD niher zu kommen, etwas interessantes zu entdecken, von dem man nur
eine grobe Vorstellung hat.

In Abschnitt 2 werden wir anhand eines Beispiels zeigen, dafl die Regellern-
aufgabe schwieriger als die Begriffslernaufgabe ist und daf sie an ihr Lerner-
gebnis starkere Forderungen stellt, als iiblicherweise im KDD von Lernaufga-
ben und deren Ergebnissen verlangt werden. In Abschnitt 3 werden wir das
Regellernverfahren RDT /DB darstellen, anschliefend erldutern wir die Expe-
rimente, die wir mit RDT /DB durchgefiihrt haben (Abschnitt 4). Zum Schluf§
diskutieren wir unsere Arbeit und fassen die Ergebnisse zusammen.



2 Lernaufgaben im KDD

Eine Dimension, nach der sich maschinelle Lernverfahren einteilen lassen,
ist die Art der Lernaufgabe, zu deren Losung sie eingesetzt werden. Ohne
auf die kleineren Unterschiede einzugehen, die bei ndherer Betrachtung rein
syntaktischer Natur sind, wird bei den Lernaufgaben unterschieden zwischen
dem

e Lernen einer (Menge von) Begriffsbeschreibung(en) bzw. Klassifikato-
ren und dem

e Lernen von Regeln.

Das zweite Szenario wurde von Helft im Rahmen des ILP eingefiihrt [8]. Fiir
Sprachen £, die Teilmengen der Pradikatenlogik erster Stufe sind, definiert
Kietz diese beiden Lernaufgaben folgendermafen [10].

Definition 1 (Regellernen) Seien eine Menge E von Beobachtungen in
ewner Sprache Lg, Hintergrundwissen B in einer Sprache L und eine Hy-
pothesensprache Ly gegeben. Die Aufgabe beim Lernen von Regelhaftigkeiten
besteht tm Finden einer Menge H von Hypothesen, H C Ly, fiir die gult:

1. H ist in allen minimalen Modellen' von B und E wahr,

MY (BUE)C M(H) (Giiltigkert),

2. alle Hypothesen enthalten neue Informationen iber die Beobachtungen,

Vhe H : JecE: BE\{e} [£e und BE\{e},h |= e (Notwendigkeit),

3. alle in B und E wahren Hypothesen folgen aus H, Yh € Ly die giltig
und notwendig sind, gilt : H = h (Vollstindigkeit) und

4. H st minimal, d.h. es existiert keine giltige und vollstindige Menge
von Hypothesen G mit G C H, (Minimalitdt).

Definition 2 (Begriffslernen) Seien Hintergrundwissen B in einer Spra-
che L, positive und negative Beispiele E = ET U E~ in einer Sprache Lg
und eine Hypothesensprache Ly gegeben. Ferner gelte, daf sich kein Beispiel
e aus dem Hintergrundwissen B folgern lifit, (Ve € E © B £ e), und daf
die Beispiele konsistent mit dem Hintergrundwissen sind, (B E = O). Die
Lernaufgabe fiir einen Begriffslerner besteht darin, eine Hypothese H C Ly
zu finden, fir die gilt:

1. Die Hypothese ist konsistent mit dem Hintergrundwissen und allen Bet-
spielen E, BHE £ 0O, (Konsistenz)

2. die positiven Beispiele E1 folgen aus dem Hintergrundwissen und der
Hypothese, BH | EY (Vollstindigkeit) und

IMinimale Modelle M kennzeichnen wir mit einem t.



Tabelle 1: Beispieldatenbank tiber mégliche Kunden und ihre Ehepartner

Moéglicher Kunde

Person Einkommen | Kunde

Ann Smith 10.000 +

Joan Gray 1.000.000 +

Mary Blyte 20.000 - verheiratet_mit

Jane Brown 20.000 + Ehemann Ehefrau
Bob Smith 100.000 + Bob Smith Ann Smith
Tom Blyte 10.000 - Tom Blyte Mary Blyte
Jack Brown 200.000 + Jack Brown | Jane Brown

3. die negativen Beispiele E~ folgen nicht aus dem Hintergrundwissen und
der Hypothese, BH = E~ (Korrektheit).

Ein Beispiel soll die Unterschiede zwischen diesen beiden Definitionen ver-
deutlichen. Sei die relationale Datenbank aus Tabelle 1 gegeben. Ferner wen-
den wir einen Begriffslerner und einen Regellerner auf diese Datenbank an.
Dabei laute der Zielbegriff fiir den Begriffslerner kunde. Dann finden beide
Lernverfahren folgende drei Regeln:

(i) verheiratet_mit(Person,Ehepartner) & kunde(Person)
— kunde(Ehepartner)

(i1) verheiratet_mit(Person,Ehepartner) & einkommen(Person,>100.000)
— kunde(Ehepartner)

(iii) einkommen(Person,>100.000) — kunde(Person)

Unser Ziel ist es zu zeigen, dafl leichte Variationen der Daten zu unter-
schiedlichen Mengen von Regeln fiihren werden, die fiir diese beiden Typen
von Lernverfahren dann noch lernbar sind. Zur Variation der Daten nehmen
wir lediglich an, daf einzelne Werte unbekannt sind; ein Zustand, der in realen
Datenbanken sehr haufig anzutreffen ist.

Beispiel 1 Es sei unbekannt, ob Jane Brown eine Kundin ist.

Fiir den Regellerner gilt nun, daff Jane Brown nicht mehr in allen minimalen
Modellen Kundin ist, folglich kénnen (i) und (ii) nicht mehr gelernt werden.
Nur Regel (iii) bleibt davon unberiihrt. Der Begriffslerner sagt Jane Brown
weiterhin als Kundin vorher. Zur Erfiillung seiner Vollstandigkeitsbedingung
reicht es; wenn (i),(iii) oder (ii),(iii) gelernt werden. Wendet der Begriffslerner
hingegen die Closed-World Assumption (CWA) an, so werden die Regeln (i)
und (ii) falsch und damit zurtickgewiesen. Dann reicht aber auch (iii) nicht
aus, um alle positiven Beispiele abzudecken (Ann Smith). Hiermit schligt das
Begriffslernen fehl.



Tabelle 2: Zusammenfassung der lernbaren Regeln

Regellerner Begriffslerner Begriffsl. mit CWA
Ist Jane ein Kundin? (iii) (1),(iil) oder (ii),(iii) —
Wieviel verdient Jack? (i),(ii), (iii) (1), (i) (1), (i)
Ist Jane Kundin und
was verdient Jack? (iii) — —

Beispiel 2 Es sei unbekannt, wie hoch das Finkommen von Jack Brown ist.

Im Falle des Regellerners werden alle drei Regeln (i) — (iii) gelernt. Jetzt
nur mit dem Unterschied, dafl Regel (ii) Jane Brown nicht mehr betrifft.
Der Begriffslerner lernt die Regeln (i) und (iii). Damit werden alle positiven
Beispiele fiir Kunden abgeleitet. Bei Verwendung der CWA &ndert sich nichts.

Beispiel 3 Jetzt seien sowohl der Status von Jane Brown als Kundin, als
auch das Einkommen von Jack Brown unbekannt.

Fiir den Regellerner gilt, dafl Regel (iii) als einzige Regel in allen Modellen
giiltig bleibt. Im Falle des Begriffslerners gilt nun aber, daf§ mit keiner Regel-
menge alle positiven Beispiele abgeleitet werden kénnen. Damit schlagt das
Begriffslernen komplett fehl. In Tabelle 2 haben wir die Ergebnisse der drei
Beispiele zusammengefafit. Es 148t sich festhalten, dafl Regellernen dichter an
den Daten ist, wihrend Begriffslernen mehr Vorhersagekraft hat. Dies zeigt
Beispiel 1.

Die Beispiele illustrieren, dafl die Regellernaufgabe schwieriger ist als die
Begriffslernaufgabe. So gibt es zum einen Lernaufgaben, die vom Regeller-
nen noch gelést werden kénnen, vom Begriffslernen hingegen nicht (Beispiel
3). Auf der einen Seite kann das Begriffslernen zwar unter Zuhilfenahme der
CWA die Giiltigkeitsanforderung des Regellernens erfiillen, die Vollstandig-
keitsanforderung des Regellernens jedoch nicht. Wendet aber das Begriffslern-
verfahren die CWA an, so fithrt die Vollstandigkeitsbedingung des Begriffsler-
nens sehr schnell dazu, daf gar nichts mehr gelernt wird. Stephen Muggleton
und Luc De Raedt haben fiir definite Hornklauseln gezeigt, dafl die Begriffs-
lernaufgabe bei Verwendung der CWA in der Regellernaufgabe enthalten ist
[20]. Jorg—Uwe Kietz hat dieses Ergebnis dahingehend verallgemeinert, daf
alle Begriffslernaufgaben durch einen Regellerner gelost werden konnen, nicht
aber umgekehrt [10]. Folglich ist Regellernen die schwierigere Aufgabe. Diese
Schwierigkeit liegt in der Vollstdndigkeitsbedingung des Regellernens: ,,Finde
alle giiltigen und notwendigen Regeln!®

Die Regellernaufgabe in ILP geht auch {iber die Aufgabe der Wissensent-
deckung hinaus, wie sie Heikki Mannila in [15] definiert hat:

Definition 3 (Wissensentdeckung) Sei eine Datenbank E und eine Re-
prisentationssprache Ly gegeben. Die Aufgabe der Wissensentdeckung be-



steht darin, eine interessante und charakteristische Beschretbung H der Da-
ten mit H € Ly 2u finden, wober die Interessantheit dber ein Prddikat p
bestimmt wird, sodafs gilt:

H(E,p) = {h €Ly | p(E,h(E)) ist wahr}

Hintergrundwissen findet bei dieser Definition nur Beriicksichtigung, wenn
es in die Sprache Lg der Datenbank transformiert und ebendort gespeichert
wird. Dieser Ansatz findet sich auch oft im ILP, wenn Hintergrundwissen in
Form von Grundfakten vorliegen mufl. Der eigentliche Unterschied ist darin
zu sehen, dafl weder eine Notwendigkeit noch eine Minimalitat von H gefor-
dert wird. Die geforderte Interessantheit ist formal schwer zu fassen, und so
existieren verschiedene Anséitze, diese iiber ein Akzeptanzkriterium zu mes-

sen [27].

3 KDD mit ILP und direktem
Datenbankzugriff

Im KDD sind ILP Lernverfahren von besonderem Interesse, da sie die Ent-
deckung komplexer Regeln erlauben. Bis jetzt wurden sie aber nicht auf all-
gemein verwendete, kommerzielle Datenbanksysteme angewendet. Da eine
der Zielsetzungen im KDD die Analyse der in Benutzung befindlichen Da-
tenbanken ist, haben wir RDT zu RDT/DB hin weiterentwickelt, dem ersten
ILP-Regellernverfahren, das direkt mit einer kommerziellen ORACLE V7 Da-
tenbank interagiert.

3.1 RDT/DB

Zur Beschriankung des Hypothesenraumes benutzt RDT/DB die gleiche de-
klarative Beschreibung der Hypothesensprache wie RDT [12]. Diese Beschrei-
bung gibt der Benutzer in Form von Regelschemata an, die auch synonym
als Regelmodelle oder Metapradikate bezeichnet werden. Ein Regelschema ist
eine Regel mit Pradikatsvariablen anstelle von Pradikaten. Zuséatzlich konnen
in den Literalen bestimmte Positionen gekennzeichnet werden, an denen Kon-
stante gelernt werden sollen. Durch die Angabe der Préadikatsvariablen zu-
sammen mit den zu bestimmenden Konstanten im Kopf des Metapradikates
wird die Definition des Modells eindeutig.

mpl(C, P1,P2,Q): P1(X,Y)& P2(X,C) — Q(Y) (1)

Zur Hypothesengenerierung instantiiert RDT/DB die Pradikatsvariablen
und die Argumente, die zum Konstantenlernen markiert sind. Die Regel-
schemata werden gemif einer erweiterten §—Subsumtionsbeziehung nach ih-
rer Allgemeinheit angeordnet. RDT /DB durchsucht diese Halbordnung Top—



Down mit einer Breitensuche. Diese Suchstrategie garantiert in Zusammen-
arbeit mit der definierten Ordnung ein sicheres Pruning im Hypothesenraum!
Folglich lernt RpT /DB die allgemeinsten Regeln.

Eine andere Art von Kontrollwissen, das der Benutzer angeben muf, ist das
aus vier Grundbausteinen zusammengesetzte Akzeptanzkriterium: pos(H),
die Anzahl der Belegungen, fiir die Pramisse und Konklusion wahr sind;
neg(H ), die Anzahl der Belegungen, fiir die Pramisse und Negation der Kon-
klusion wahr sind; concl(H), die Anzahl der Vorkommen der Konklusion
und negconcl(H), die Anzahl der Vorkommen der Negation der Konklusion.
Der Benutzer kann dieses Akzeptanzkriterium dazu verwenden, um in unter-
schiedlich starkem Mafe die Zuverldssigkeit von Regeln zu verlangen, oder
andersherum ausgedriickt, um unterschiedlich viel Noise in den Regeln zu
erlauben.

Fir den Fall, dafl es zwel Klassen gibt, z. B. fehlerhafte und nicht feh-
lerhafte Fahrzeuge, driickt das durch Bayes inspirierte Akzeptanzkriterium
(2) aus, daB die a posteriori Wahrscheinlichkeit gréfier gleich der a priori
Wahrscheinlichkeit sein soll:

pos(H) concl(H)
pos(H) + neg(H) 2 conel(H) + negeoncl(H) (2)

Abhédngig vom gewdhlten Akzeptanzkriterium wird fiir das Pruning ein
zusétzliches Kriterium bendtigt. Bei einfachen Kriterien reicht hingegen die
,Negation“ des Akzeptanzkriteriums zum Pruning aus.

Fiir RDT/DB haben wir ein Interaktions— und Kommunikationssystem zwi-
schen dem Lernverfahren und der Datenbank ORACLE V7 entwickelt?. Unter
Zuhilfenahme des Datenlexikons der Datenbank werden die Datenbankre-
lationen und Attribute auf die Pridikate in RDT/DB’s Hypothesensprache
abgebildet. Dieser Vorgang geschieht auf Wunsch automatisch, der Benut-
zer kann ihn aber auch in allen Details beeinflussen. Hier ist zu beachten,
daB wir in RDT/DB nur Pradikatsdeklarationen speichern, jedoch keinerlei
Umreprisentationen an den Daten vornehmen! Die Hypothesengenerierung
iibernimmt das Lernverfahren. Fiir den Hypothesentest wird die generierte
Hypothese in SQL-Anfragen {ibersetzt und {iber eine Netzwerkverbindung
an die Datenbank geschickt.

RDT/DB kann sowohl mit negativen Beispielen umgehen, andererseits aber
auch nur aus positiven Beispielen lernen. Durch Deklarationen der Art not-
faulty(ID) = not(faulty(ID)) gibt der Benutzer dem System bekannt, welche
Pradikate gegensatzliche Bedeutung haben.

3.2 Analyse des Hypothesenraumes

Die Grofle des Hypothesenraumes von RDT/DB hiingt nicht von der Anzahl
der Tupel ab, sondern von der Anzahl der Regelschemata r; der Anzahl p der

?Eine erste, prototypische Implementierung wurde in [14] beschrieben.



Préadikate, die fiir Instantiierungen der Pradikatsvariablen zur Verfiigung ste-
hen; und der maximalen Anzahl k£ der Literale in einem Regelschema. Beim
zusitzliches Lernen von Konstanten miissen alle Werte der zum Konstan-
tenlernen markierten Argumente durchprobiert werden. Sei ¢ die Anzahl der
markierten Argumente und ¢ die maximale Anzahl m&glicher Werte fiir diese
Argumente. Dann lautet die obere Schranke fiir den Hypothesenraum von
RDT/DB:

re(p-it)*

Da k in der Regel eine kleine Zahl ist, damit die gelernten Regeln verstdnd-
lich bleiben, ist dieses Polynom akzeptabel. Mafigeblich fiir die Grofle des
Hypothesenraumes ist folglich die durch den Benutzer vorgegebene Hypothe-
sensprache, die fiir die Hypothesengenerierung Verwendung findet. Obwohl
die tatsdchliche Grofle des Hypothesenraumes sehr stark mit der gewahlten
Hypothesensprache variiert, bleibt sie immer endlich. Wir kénnen also die
Komplexitit in Form der YC-Dimension [28] angeben als:

VCdim(Ly) < logs (7” (p- Zc)k)

Die konkreten Zahlen fiir diese Konstanten konnen unterschiedlich ausfal-
len, abhéngig davon, wie der Benutzer die Abbildung von Relationen auf
Pradikate definiert. Es ist erforderlich, diese Abbildung sehr sorgfaltig zu
wéhlen, da sonst schon leicht unterschiedliche Abbildungen zu grofien Diffe-
renzen in der Gréfle der Hypothesenrdume fiithren.

Eine einfache und intuitive Art, Datenbankrelationen auf Pradikate abzu-

bilden, ist Abbildung 13:

Abbildung 1: Jede Relation R mit Attributen A, ..., A,, wird auf ein
Pradikat rn(Ay,..., A,) abgebildet, wobei rn dem Namen von R und
jede Argumentstelle einem Attribut entspricht.

Hierbei ist zu beachten, dafl Variablen in der Konklusion der Regeln all-
quantifiziert sind. Wenn sie nicht durch die Pramisse eingeschréankt werden,
sind die resultierenden Regeln sehr allgemein. Wenn wir hingegen jedes At-
tribut einer Relation auf ein Pradikat abbilden, so kénnen wir damit all-
quantifizierte, unbeschrinkte Variablen vermeiden. Dariiberhinaus brauchen
weniger Regelschemata geschrieben werden, um Regeln zu lernen, die eine
dhnliche, aber speziellere Bedeutung haben, wie Regeln, die bei Anwendung
von Abbildung 1 gelernt werden kénnen.

Abbildung 2: Fiir jede Relation R mit Attributen Ay, ..., A,, wobei die
Attribute Aj, ..., A; den Primérschliissel bilden, und fiir jedes z €
[1,...,n\[j,..., ] bilden wir ein Pradikat rn_AX(A4;,..., A1, Az), wo-
bei AX dem Attributnamen entspricht.

3Eine ausfiihrliche Darstellung der nun folgenden Abbildungen zusammen mit ihren
Konsequenzen hinsichtlich der Gréfe des Hypothesenraumes findet sich in [19].



Die Anzahl der resultierenden Préadikate bei Abbildung 2 wird bestimmt
durch die Anzahl der Relationen mal der maximalen Anzahl von Attributen
einer Relation, jedoch ohne deren Schliissel. Abbildung 3 reduziert nun die
Ausdrucksméachtigkeit auf Aussagenlogik, somit gibt es auch keine zu lernen-
den Konstanten mehr.

Abbildung 3: Fiir jedes Attribut A;, welches kein Schliisselattribut ist, und
welches die Werte ay, . . ., a, besitzt, bilden wir die Menge der Pradikate
rn_Al_ai(A;, ..., Ar), wobei A;, ..., A; den Primérschliissel bilden.

Bei Verwendung der Ergebnisse des Algorithmus NUM_INT, oder jedes an-
deren Algorithmus, der numerische Werte diskretisiert, z. B. [29], kann eine
vierte Abbildung angewendet werden.

Abbildung 4: Fiir jedes Attribut A;, das kein Primérschliissel ist und fiir
das Intervalle <aip,a14>, ..., <@pp, Gny> berechnet wurden, wird eine
Menge von Pradikaten rn_AI_<aip,a_ig> (4;,..., A;) gebildet, wobei

Aj, ..., A; den Primérschliissel bilden.

Préadikate sind genau dann wahr, wenn die Werte fiir das Attribut A7 in
dem Intervall <a_ip, a_ig> liegen. Der Benutzer ist jedoch nicht gezwungen,
sich auf eine dieser Abbildungen festzulegen, sondern er kann sowohl diese
frei miteinander kombinieren, als auch die Pradikate mit weiteren Attributen
erginzen, z. B. rn_AX(A4;, ..., A, Az, Ay).

Durch die Wahl einer Abbildung und Bestimmung einer Menge von Re-
gelschemata ist der Hypothesenraum festgelegt. Regelschemata kénnen nun
fiir alle Abbildungen angeben werden. Sie beschrénken den Hypothesenraum
durch die Festlegung von k& und ¢. Die Tiefe einer Variablen kann direkt aus
dem Metapriadikat abgelesen werden. All dieses sind wichtige Faktoren fiir
die Lernbarkeit von Klauseln, die nun in der Hand der Benutzer liegen. Ob
nun die Variablenbindungen determinierend oder indeterminierend sind —
ein weiterer, wichtiger Faktor fiir die Lernbarkeit — hangt von den Daten
abt.

Die Systeme LiNus [13] und MLSMART [2] fithren eine Abbildung von einge-
schrankter Pradikatenlogik auf eine datalog Reprisentation durch. Die dort
verwendeten Abbildungen sind durch die Systeme vorgegeben und konnen
nicht vom Benutzer beeinflufft werden. Im Gegensatz dazu starten wir bei
den Datenbankrelationen und bieten dem Benutzer die Moglichkeit, eine
funktions—freie Signatur in Pradikatenlogik zu spezifizieren. Die Abbildung
von dieser Signatur zuriick auf die Datenbank wird dann von RDT/DB auto-
matisch durchgefiihrt.

4Féir einen Uberblick iiber Lernbarkeitsresultate im ILP siehe [11] und [10].
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Abbildung 1: Ein Ausschnitt aus der mithilfe von STT aus dem Werkstattbuch
berechneten Klassenhierarchie.

3.3 Bildung einer Hierarchie nominaler Attribut—Werte

Im Rahmen der Wissensentdeckung in Datenbanken wird Hintergrundwissen
hdufig eingesetzt, um nominale Attributwerte zu strukturieren. Die Attri-
butwerte werden dabei meistens dergestalt in einer Hierarchie angeordnet,
daf sie von Ebene zu Ebene mehr und mehr abstraktere Werte darstellen.
Jedoch liegt zusitzliches Hintergundwissen meistens nur in unstrukturierter
Form und auflerhalb der Datenbank vor. Es muf} folglich erst passend aufbe-
reitet werden, bevor es in der Datenbank dem Lernverfahren zur Verfligung
gestellt werden kann. Fiir diese Aufgabe haben wir das Lernverfahren STT
[9],[17] verwendet, das aus Fakten Taxonomien berechnet.

Wir haben textuelles Hintergrundwissen iiber Teile von Mercedesfahrzeu-
gen als Grundfakten reprédsentiert, aus denen dann STT eine Klassenhierar-
chie induziert hat. So werden Teile aufgrund funktionaler, rdumlicher oder
thre moglichen Schadensarten betreffender Zusammenhénge zu Klassen zu-
sammengefafit [26].

Abbildung 1 zeigt einen Ausschnitt aus der Klassenhierarchie. Insbesondere
kann man sich zu jeder Klasse ihre Mitglieder und die Extensionen anzeigen
lassen. So besteht die Klasse class_61 aus den Mitgliedern arg_1(f8257) und
arg_1(p8257201), und ihre Extension lautet (154486, 154585). Die Nummern
154486 und 154585 bezeichnen Fahrzeugteile, das Pradikat f8257 gibt einen
funktionalen Zusammenhang an, und das Pradikat p8257201 beschreibt einen



Tabelle 3: Zusammenfassung der Datensitze

Datensatz t j Attribute i Tupel Fakten
Fahrzeugteile - — 604 Pradikate - - 20,794
Benziner, manuell 23 3 1-3 166 111,995 39,000
Benziner, Autom. 23 3 1-3 166 111,995 2,080,000
Diesel, Autom. 23 3 1-3 166 111,995 130,000
Benziner, manuell +16 8 1-9 166 700,000 57,351
Alle Fahrzeuge 3 3 39 700,000 750,000 1,500,820

t — Anzahl der Tabellen

j — max. Anzahl der Tabellen in einer Join—Projektion
Attribute — Anzahl der Attribute in den Tabellen

i — max. Anzahl verschiedener Attributwerte (ohne Schliissel)
Tupel — max. Anzahl an Tupeln in einer Tabelle

Fakten — Anzahl dquivalenter Fakten

rdumlichen Zusammenhang zwischen Fahrzeugteilen. Die verwendeten Codes
sind fiir den Benutzer verstidndlich, da sie aus seiner Anwendungswelt stam-
men.

Die gelernte Klassenhierarchie wird in eine bindre Darstellung tiberfiihrt
und der Datenbank hinzugefiigt. Zusammenfassend kénnen wir festhalten:
Wihrend in der urspriinglichen Datenbank nur die Teilenummern zu fin-
den waren, ist nach dieser Aufbereitung des Hintergrundwissens auch Wissen
iiber funktionale, rdumliche und die Schadensarten betreffende Beziehungen
in der Datenbank verfiigbar. Dieses Wissen wird nun von dem Lernverfahren
RDT/DB dadurch beriicksichtigt, dafl es zum Lernen die Klassen anstelle der
urspriinglichen Attributwerte verwendet.

4 Experimente

Im Rahmen eines laufenden Forschungsprojekts der Daimler Benz AG haben
wir RDT/DB fiir die Analyse von Fahrzeugdaten verwendet. Die Datenbank
enthélt alle Fahrzeugdaten einer Fahrzeugbaureihe, darunter alle Garantie—
und Kulanzdaten, die diese Fahrzeuge verursacht haben. Der hier verwendete
Datenbankausschnitt hat eine Grofie von 2,6 Gigabyte. Er besteht aus 40
Tabellen mit jeweils bis zu 40 Attributen, darunter sind einige Tabellen, die
bis zu 750.000 Tupel enthalten. Das Hauptinteresse der Anwender ist es,
interessante Regeln zu finden, die Fahrzeuge charakterisieren, die durch ihre
Beanstandungen Garantie— oder Kulanzfélle auslésten. In Tabelle 3 sind die
Datensétze dargestellt, die wir fiir die verschiedenen Experimente verwendet
haben.

Die Daten der Datensétze sind iiber 23 Tabellen verteilt, die jeweils bis
zu neun Attribute enthalten, die wir fiir die Lernldufe selektiert haben. Hin-



zu kommen jeweils noch die Schliisselattribute. Wenn man diese Daten als
Grundfakten reprisentieren wiirde, wie es bei allen anderen ILP Lernverfah-
ren iiblich ist, erhédlt man folgende Zahlen. Eine Beobachtung oder ein Bei-
spiel, d. h. ein Fahrzeug, besteht aus 26 Grundfakten: ein Zielpradikat, das
aussagt, ob es sich um ein beanstandetes Fahrzeug handelt; 11 Fakten, die den
Bauzustand des Fahrzeugs beschreiben; und bis zu 14 Fakten, die die Son-
derausstattungen des Fahrzeugs charakterisieren. Die Gruppe der Benziner
mit manuellem Schaltgetriebe umfafit 1.500 Fahrzeuge, die Gruppe der Ben-
ziner mit Automatikgetriebe besteht aus 80.000 Fahrzeugen und die Gruppe
der Dieselfahrzeuge mit Automatikgetriebe enthilt 5000 Fahrzeuge. Dieses
erkldrt, wie wir die Anzahl der dquivalenten Fakten in Tabelle 3 berechnet
haben.

Wir haben die maximale Anzahl der Tupel in den Tabellen mitangegeben,
obwohl dieses nicht die Anzahl der Fahrzeuge in den jeweiligen Gruppen ist.
Dieses soll einen Eindruck vermitteln, wie grof8 die Tabellen sind, in denen das
Datenbanksystem nach der Charakterisierung der Beanstandungen suchen
muf}. Dieses ist von Belang, da zum Beispiel alle Angaben iiber Motoren
in einer Tabelle in der Datenbank zu finden sind, wir diese Originaltabelle
aber nicht in drei Tabellen aufgelost haben. Der Grund hierfiir ist unser oben
erlautertes Ziel, mit RDT /DB ein Data Mining System zu entwickeln, das mit
den Daten lernen kann, so wie sie in der Realitdt zu finden sind.

Eine andere Eigenheit der Daten, die sich fiir RDT/DB als wichtig her-
ausgestellt hat, ist die maximale Anzahl der Join—Operatoren, die fiir einen
Hypothesentest ausgefithrt werden miissen. Die Anzahl der Joins hat auf der
einen Seite keinen Einflul auf die Komplexitdt des Hypothesenraumes, auf
der anderen Seite tragt sie aber entscheidend zur Komplexitit des Hypothe-
sentests bei.

Die Ergebnisse unserer Lernaufgaben sind in Tabelle 4 zusammengefafit. In
der Spalte Konklusionsprddikate geben wir an, wieviele Priadikate die Pradi-
katsvariable in der Konklusion des Metapradikates instantiieren konnten und
fiir wieviele von ithnen wir Regeln gelernt haben. Da wir in dem Akzeptanzkri-
terium (2) nur ein > gefordert haben, sind die Werte in Klammern in Tabelle
4 die Ergebnisse, fiir die ein ,,echt gréfer” gilt.

Lernaufgabe 0 gibt die bendtigte Zeit fiir die einmalige Aufbereitung des
Hintergrundwissens und die Anzahl der gelernten Klassen an. Die Lernauf-
gabe 1 besteht darin, eine Charakterisierung der Beanstandungen zu lernen.
Um die Regeln interessanter zu gestalten, haben wir hier Hintergrundwissen
iiber die Sonderausstattungen der Fahrzeuge mitberiicksichtigt. Regeln, die
wir gelernt haben, sehen folgendermaflen aus:

niveauregulierung(PKW) — beanstandet(PKW) (3)
motor typ(PKW, Typ)&anz_zyl(Typ,6) — beanstandet(PKW) (4)

In Lernaufgabe 2 haben wir fiir Benziner mit manuellem Schaltgetriebe



Tabelle 4: Zusammenfassung der Lernergebnisse

L Datensatz K a priori R Ergebnis Lernzeit
Wahrschein-
lichkeit
0 Fahrzeugteile — — 498 KI. — 12 h
1 Benziner 1/1 4815 % 17 (10) 56.2% 3m1l5s
manuell (61.8%)
Benziner 1/1 8448 % 79 (74) 94.67% 3h2m
Autom (95.35%)
Diesel 1/1 99.11% 15 (3) 99.13% 7m 29 s
Autom (99.24%)
2 Benziner 4/9 9.82% 92 15.47% 49 h 33 m
manuell +
3 alle Fahr- 6/9 62.38% 7 68.83% 13 h 30 m
zeuge

L — Lernaufgabe

K — Anzahl der Konklusionspriadikate

R — Anzahl gelernter Regeln

Ergebnis — durchschnittliche a posteriori Wahrscheinlichkeit

einen Ausschnitt aus der mit STT gelernten Klassenhierarchie als zusatzliches
Wissen beriicksichtigt. Von den 498 Klassen, die STT gefunden hat, haben
wir neun ausgewahlt und der Datenbank hinzugefiigt. Bei der Bewertung
der gelernten Regeln durch die Anwender wurden diese zusitzlichen Klassen
auch besonders gewiirdigt, da sie wichtige Zusammenhénge modellieren, die
vorher nicht in der Datenbank erfafit wurden und somit fiir Auswertungen
auch nicht zur Verfiigung standen.

Die erweiterte Menge der Priadikate in Lernaufgabe 2 bestand nun aus den
11 Bauzustandsbeschreibungen der Fahrzeuge, den Klassen der fehlerhaften
Teile und bis zu vier Sonderausstattungen, d. h. wir haben jene Pradikate ent-
fernt, die nie in gelernten Regeln der Lernaufgabe 1 auftauchten. Zusatzlich
haben wir Hintergrundwissen iiber die Regionen, in denen die Beanstandun-
gen auftraten, der Datenbank hinzugefiigt. Eine Beobachtung oder ein Fall
bestand nun aus 21 Aussagen iiber ein Fahrzeug, wieder verteilt iiber dies-
mal 16 Tabellen. Da ein Fahrzeugteil in verschiedenen Klassen enthalten sein
kann, werden die Variablenbindungen innerhalb der Regeln indeterministisch.

garantiefall( X1, X2, Rbetr, X4, X5, X6, X7, Kgr, Teil) &
werkstattaufenthalt(X1, X2, Rbetr, X4, X5, X6, X7, PKW) &
motor typ(PKW,206) & italien(Rbetr)

— class_ 419(Kgr, Teil) (5)



Tabelle 5: Lernldufe mit FoiL auf kiinstlich generierten Daten

Datensatz K R Ergebnis Lernzeit
Benziner, manuell* 1 10 5.6% cov. 99.7% acc. 42 s

Benziner, Autom* 1 139 73.6% cov. 39.9% acc. 8hb5m
Diesel, Autom* 1 39 99.47% cov. 25% acc. 4m4ls
Benziner, manuell* + 9 6 78,2% cov. 99,9% acc. 3h17Tm

K — Anzahl der Konklusionspriadikate
R — Anzahl gelernter Regeln

FEine der 92 gelernten Regeln ist in (5) wiedergegeben. Beanstandete Fahr-
zeugteile werden durch zwei Attribute (Kgr,Teil) kodiert, Rbetr bezeichnet
die Codenummer der Werkstatt, und 206 ist ein bestimmter Motortyp. Die
Regel driickt eine erhéhte Anfélligkeit der zur Gruppe 419 gehérenden Fahr-
zeugteile aus, wobeil die einzelnen Fahrzeuge in Italien beanstandet wurden.
Dariiberhinaus ist ihr Benzinmotor von dem spezielleren Typ 206.

Die Aufgabenstellung der dritten Lernaufgabe weicht insofern von den an-
deren ab, als daf} hier keine Trennung der Fahrzeuge nach ihren Motoren
respektive Getrieben mehr stattfand. Die Lernaufgabe besteht hier darin,
mittels der von STT gefundenen Klassen Kostenintervalle zu charakterisie-
ren. Dazu wurden zuvor mit NUM_INT neun disjunkte Intervalle iiber dem
Attribut gelernt, das die durch die 750.000 Beanstandungen aller Fahrzeuge
verursachten Kosten enthilt.

garantiefall(X1, X2, Rbetr, X4, X5, X6, X7, Kgr,Teil) &
class_35(K gr, Teil)
— kosten_0.500(X 1, X2, Rbetr, X4, X5, X6, X7, Kgr,Teil) (6)

Die Regel (6) zeigt eine der sieben gelernten Regeln. Bei diesem Lernlauf
haben wir zwei Regeln mit identischen Pradmissen, aber unterschiedlichen
Kostenintervallen als Konklusionspradikat gelernt. Dies ist ein Beispiel fiir
Regeln, deren Entdeckung durch einen Begriffslerner sehr unwahrscheinlich
ist. Diese zwei Regeln sagen uns, dafl die Zugehorigkeit von Teilen zur Klasse
35 zwel unterschiedliche Kostenintervalle wahrscheinlicher macht, als diese
normalerweise sind; entsprechend reduzieren sich die Wahrscheinlichkeiten
der anderen sieben Kostenintervalle. Die anderen fiinf Regeln geben jeweils
einen Zusammenhang zwischen genau einer Klasse und einem Intervall an.

Um einen Eindruck zu gewinnen, wie andere ILP Lernverfahren sich auf
diesen grofien Datenmengen bewihren, haben wir den Begriffslerner FoiL [25]
und ProGoL [21] auf dhnlichen Daten ausprobiert (Tabelle 5). Wir haben
kiinstliche Daten generiert, die die von RDT/DB benutzten echten Daten so
genau wie moglich wiederspiegeln. Die Generierung der kiinstlichen Daten



— und damit indirekt die Lernaufgabe — haben wir vereinfacht, indem wir
die durch RDT/DB gelernten Regeln verwendet haben. So verzichteten wir
darauf, Daten fiir irrelevante Attribute zu erzeugen, die in keinen gelernten
Regeln vorkamen. Daher ergeben sich fiir den Datensatz Benziner Autom*
nur 1.300.000 anstelle der 2.080.000 berechneten Fakten.

Dariiberhinaus liefen sowohl FoIL als auch PROGOL auf einer Sparc 20
mit 128 MByte Hauptspeicher, wéhrend der echten Datenbank auf gleichem
Rechnertyp nur 96 MByte zur Verfiigung stand. Da FoIL die einfachere Auf-
gabe des Begriffslernens 16st, hért Foil auf zu lernen, wenn die Definition des
Begriffes Beanstandung exakt genug ist. Hingegen muf} ein Regellerner selbst
bei einer gefundenen, angemessenen Begriffsbeschreibung weiter lernen, um
alle generellsten, giiltigen und nicht redundanten Regeln zu entdecken.

Wegen dieser Vereinfachungen kann der Vergleich von FoIL mit RDT /DB
nur die Unterschiede beim Lernen auf sehr grofien Datenmengen aufzeigen.
Fir die Lernergebnisse von FoIL haben wir jeweils die erreichte Accuracy
und Coverage angegeben. Fiir drei der vier Lernldufe bendtigte FoIr weni-
ger Zeit als RDT/DB. Bemerkenswert ist aber, dafi FoIL iiber fiinf Stunden
langer fiir den Datensatz Benziner Autom™ bendtigte als RDT/DB. Betrach-
tet man den Speicherbedarf von FoOIL, so zeigt sich sehr deutlich, daff FoiL
stark davon abhangig ist, dafl alle Daten in den physikalischen Hauptspei-
cher passen. Diese Grenze wurde bei diesem Datensatz mit 130 MByte gerade
iiberschritten.

Dariiberhinaus fallt auf, daff FOIL sehr viel weniger Zeit fiir den Datensatz
Benziner manuell*+ benétigte. Diese Daten passen alle in den Hauptspei-
cher, und bei RDT/DB mufl man hier fiir die Datenbanklésung nicht zuletzt
wegen der Joins einen hohen Tribut bezahlen. Bleibt noch anzumerken, dafl
ProGoOL nicht in der Lage war, innerhalb von 72 Stunden Rechenzeit irgend-
ein Resultat zu liefern. Auf dem Datensatz Benziner Autom™ brach es schon
nach 10 Minuten mit einem Fehler ab.

5 Diskussion

In diesem Papier haben wir einen Ansatz prisentiert, um Regeln in ein-
geschrankter Priadikatenlogik in grofien Datenbanken zu lernen. Wir haben
die verschiedenen Moglichkeiten diskutiert, wie die Pradikate unserer Hypo-
thesensprache auf die Datenbankrelationen abgebildet werden kénnen. Die
Analyse der Konsequenzen, die diese Abbildungen auf die Gréfie des resultie-
renden Hypothesenraumes haben, fiihrt zu der Erkenntnis, daf es erstrebens-
wert ist, wenn das Regellernverfahren durch weitere, einfache Algorithmen
unterstiitzt wird. Die Umsetzung in einen Multistrategieansatz [18] konnten
wir hier nur am Beispiel der Integration von aufbereitetem Hintergrundwissen
anreiflen.

Die Frage, ob wie in unserem Fall der Anwender die der Lernaufgabe an-
gemessenen Ebenen (hier: neun Klassen) aus der gelernten Klassenhierarchie



auswahlen soll, bleibt offen. Wir vertreten hier wie Brachman und Anand die
Position, dafl der Anwender direkt in den KDD Prozefl involviert sein soll
[3]. Denn es ist fiir den Anwender einfacher, aus einer graphischen Darstel-
lung wie Abb.1 die interessanten Bereiche auszuwéhlen, anstatt seine Vor-
stellungen durch einen weiteren, deklarativen Bias bzgl. relevanter Klassen
zu formulieren.

Weiterhin zeigt die von FoIL bendétigte Zeit fiir den Fall, dafl die Tupel
nicht mehr in den physikalischen Hauptspeicher passen (fiinf Stunden langer
als RDT/DB), daff sehr viel Zeit durch den direkten Zugriff auf eine Daten-
bank eingespart werden kann. Hier zahlt sich der Hypothesentest durch eine
Datenbanklésung aus.

Der direkte Zugriff auf eine gegebene Datenbank ist auch sehr verschieden
von dem von MLSMART verfolgten Ansatz [2]. Bei gegebener Datenbank kann
die Art der Datenspeicherung nicht mehr beeinflut werden. Dariiberhinaus
wurde diese zu anderen Zwecken als Lernen entworfen und kann auch nur
abgefragt werden. MLSMART hingegen benutzt eine selbstentwickelte Daten-
bank, in der es neue Tabellen kreiert, Zwischenergebnisse in eigenen Tabellen
speichert oder Aggregationen der Daten erzeugt. Dadurch dndert sich beim
Lernen fortlaufend die Datenbank®.

RDT/DB schlieft die Liicke zwischen den Anforderungen, die das Lernver-
fahren stellt, und den gegebenen Daten. Es benutzt Deklarationen der Art
der Abbildung zwischen der Datenbank und der Hypothesensprache. RDT /DB
kontrolliert, ob Hypothesen unerfiillbar sind. Es transformiert den deklarati-
ven Bias automatisch in die Anfragesprache der Datenbank. Diese Dienste,
die RDT/DB dem Anwender bietet, entsprechen einer Reihe von Vorverarbei-
tungsschritten, die sonst bei der Anwendung herkémmlicher Lernverfahren
notwendig sind, bevor diese iiberhaupt mit dem Lernen beginnen koénnen.

Der Algorithmus des Regellernverfahrens RDT ist besonders gut fiir Data
Mining Aufgaben im KDD Prozefl geeignet, da seine Komplexitat nicht von
der Anzahl der Tupel sondern von der Art der Hypothesensprache abhéangt.
Der deklarative, syntaktische Bias ist besonders niitzlich zur Beschrankung
des Hypothesenraumes, wenn man iiber sehr grofien Datenmengen lernen
mochte.

Wir kénnen somit sagen, dafl wir unser in der Einleitung formuliertes Ziel
erreicht haben. Wir haben iiber einer sehr groflen Tupelmenge, die iiber meh-
rere Tabellen in einer gegebenen Datenbank verteilt war, die schwierige Re-
gellernaufgabe im ILP erfolgreich gelost. Folglich lautet unser Fazit: Es geht!
Allerdings haben wir in unseren Experimenten aber auch die Grenzen unseres
Ansatzes fiir den Fall gesehen haben, wenn die Tupelmenge zu klein ist. Hier
bedarf es noch einiger Forschung, die genauen Bedingungen zu finden, unter
denen die Datenbank Vorteile gegeniiber alternativen Ansitzen wie Sampling
oder Datenhaltung durch das Lernverfahren hat.

50b der von MLSMART verfolgte Ansatz besser ist, bleibt fraglich. Zum einen sind in
[2] keine Experimente mit grofien Datenmengen zu finden. Viel gravierender ist aber die
Analyse von Pazzani und Kibler, daB MLSMART in doppelt exponentieller Zeit 1iuft [22].
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